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Abstrakt

Názov práce: Rozdelenia s ´aºkými chvostami v neºivotnom poistení

Pracovisko: Katedra aplikovanej matematiky a ²tatistiky, FMFI UK
v Bratislave

Autor: Bc. Jana Michaliková
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K©ú£ové slová: rozdelenia s ´aºkými chvostami, Paretovo rozdele-
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lenie, neºivotné poistenie, vý²ka poistného plnenia, teória ruinova-
nia, pravdepodobnos´ zruinovania, Cramérova - Lundbergova veta.

Abstrakt: Pre správne stanovenie vý²ky poistného a predpovedanie
vývoja budúcich nárokov potrebuje pois´ov¬a pozna´ vý²ku poist-
ných plnení. Cie©om tejto práce je predstavi´ základné rozdelenia s
´aºkými chvostami, ktoré sú najvhodnej²ou skupinou rozdelení pre
modelovanie tohto typu náhodných premenných. Uvedieme detailný
postup na h©adanie najlep²ieho rozdelenia a aplikujeme ho pri kom-
plexnej analýze dvoch oblastí neºivotného poistenia.
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Abstract
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Abstract: To determine the height of the premium and forecast the
trend of the future claims the insurance companies have to know
the amount of the individual claims as one of the basic information.
The purpose of this thesis is to introduce main distributions with
heavy tails which are most suited distribution group for modelling
this type of random variables. In addition following work contains a
detailed description of the process how to �nd the best distribution
of the claim amount and its application to the complex analysis of
the two classes of non-life insurance.
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Predhovor

Oblas´ neºivotného poistenia je aj na Slovensku ve©mi rozsiahla, za-
h¯¬a ²irokú ²kálu produktov a rizík a má ve©ký význam £i uº pre
pois´ovne, ale aj pre samotných poistených klientov. Výskyt poist-
ných plnení je v skuto£nosti náhodný proces, nemôºeme teda presne
pozna´, ako sa bude v budúcnosti vyvíja´. Pre pois´ov¬u je v²ak ne-
vyhnutné vedie´ tento proces aspo¬ do istej miery predpoveda´, po-
zna´ vhodný model, ktorý sa £o najviac pribliºuje skuto£nosti. Na
základe toho totiº potrebuje stanovova´ vý²ku poistného pre jed-
notlivé zmluvy a takisto zabezpe£ova´ dostato£nú vý²ku rezerv, aby
nenastal okamih zruinovania.

Táto práca sa venuje celému procesu, ktorý je s modelovaním
spojený, teda rozdeleniam vhodným pre po£et poistných plnení, pre
vý²ku poistných plnení i presnému postupu, ako je moºné tieto roz-
delenia pouºi´ a na základe akých kritérií sa rozhodnú´ pre tie naj-
vhodnej²ie. Dôraz je kladený na rozdelenia s ´aºkými chvostami,
ktoré sa v sú£asnosti £oraz viac pouºívajú na popisovanie vý²ky
poistných plnení, ke¤ºe zah¯¬ajú aj pravdepodobnos´ extrémnych
poistných plnení.

Okrem teoretickej £asti, ktorá sumarizuje pravdepodobnostný a
²tatistický základ potrebný pre túto oblas´, sa venujeme aj prav-
depodobnosti zruinovania a jej odhadovaniu vo v²eobecnosti a uvá-
dzame výsledky pre konkrétne rozdelenie.

V poslednej £asti je uskuto£nená praktická analýza skuto£ných
dát, na ktorých ilustrujeme celý postup a výsledky naozaj pouka-
zujú na ²iroké moºnosti vyuºitia rozdelení s ´aºkými chvostami.

Prínos tejto práce je teda nielen v poskytnutí teoretického pod-
kladu a v²eobecného postupu, ako pri modelovaní poistných plnení
postupova´, ale tieº v komplexnej analýze rozsiahleho portfólia po-
istných plnení v dvoch sférach neºivotného poistenia.
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Úvod

Princíp pois´ovní je zaloºený na vzájomnej dohode medzi poistenou
osobou a pois´ov¬ou, je to vºdy konkrétna zmluva medzi spolo£-
nos´ou a klientom. Poistená osoba sa zaväzuje, ºe bude pois´ovni
pravidelne plati´ poistné a na druhej strane pois´ov¬a má záväzok
vyplati´ klientovi poistnú sumu v dohodnutej vý²ke v prípade, ºe
nastane poistná udalos´. Aj ke¤ je pravdepodobnos´ nastatia poist-
nej udalosti pre klienta vä£²inou ve©mi malá, jej dôsledky bývajú
£asto ve©mi závaºné, preto je klient ochotný plati´ pois´ovni poistné
na krytie daného poistného rizika.

Portfólio pois´ovne je teda zloºené z ve©kého po£tu poistiek, pri-
£om spolo£ným charakteristickým prvkom je nízka pravdepodobnos´
výskytu poistnej udalosti, av²ak poistné plnenie býva zvä£²a ve©mi
vysoké. Jednotlivé poistné udalosti sú udalosti náhodné, pri£om mô-
ºeme predpoklada´, ºe pre konkrétne zmluvy, resp. poistené osoby
sú nezávislé.

Aby sme si priblíºili princíp pois´ovní, uvaºujme nasledujúci jed-
noduchý príklad: predpokladajme, ºe pravdepodobnos´ výskytu po-
istnej udalosti pri analyzovanom type poistenia je 0,005. To zna-
mená, ºe pribliºne pri piatich z 1000 uzavretých zmlúv nastane po-
istná udalos´, a teda pois´ov¬a bude ma´ povinnos´ vyplati´ poistné
plnenie. Pois´ov¬a teda potrebuje získa´ �nan£né prostriedky na vy-
platenie týchto piatich poistných súm a princíp je taký, ºe stanoví
poistné tak, aby prijaté poistné z 1000 zmlúv pokrývalo práve da-
ných 5 poistných plnení. Samozrejme tento opis je ve©mi zjednodu-
²ený, ale uº na základe tohto vidíme, ktoré údaje sú pre pois´ov¬u
dôleºité pri stanovovaní poistného, resp. poistnej sumy.

Pre správne stanovenie vý²ky poistného potrebuje pois´ov¬a po-
zna´ frekvencie výskytu poistných udalostí a takisto aké vý²ky po-
istných plnení môºe o£akáva´ v prípade ich vzniku. Ak by sme tieto
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pojmy preniesli do teórie pravdepodobnosti, pois´ov¬a pri výpo£-
toch poistného potrebuje pozna´ rozdelenie po£tu poistných plnení
a takisto rozdelenie vý²ky poistných plnení, £i uº individuálnych
alebo celkových. Preto sa v nasledujúcich £astiach budeme venova´
práve základným typom rozdelení, ktoré v praxi najlep²ie popisujú
skuto£né hodnoty.

V prípade po£tu poistných plnení sú známe diskrétne rozdelenia,
ktoré sú na ich popisovanie najvhodnej²ie a tým sa v práci venujeme
len stru£ne. Dôraz je kladený na rozdelenia vý²ky poistných plnení,
kde sú moºnosti rozdelení ove©a ²ir²ie, a preto je potrebné pozna´
ich charakteristiky a postup, ako sa rozhodnú´ pre to najvhodnej²ie.
Táto diplomová práca sa zameriava na triedu rozdelení s ´aºkými
chvostami, ktorá v poslednom období nachádza £oraz ²ir²ie vyuºitie.
V závere£nej £asti je uskuto£nená komplexná analýza portfólia po-
istných plnení v dvoch oblastiach neºivotného poistenia - v oblasti
cestovného poistenia a v oblasti poistenia majetku.
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Kapitola 1

Základné pojmy z teórie
pravdepodobnosti

Oblas´ poistných vied vychádza zo základov teórie pravdepodob-
nosti a aj v tejto diplomovej práci budeme pouºíva´ rôzne pojmy
pochádzajúce práve z tohto teoretického základu. Preto v prvej ka-
pitole uvádzame de�nície pouºívaných pojmov, ktoré sme £erpali
hlavne z [8] a [12]. Ich vlastnosti i ¤al²ie súvislosti je moºné nájs´ v
uvedenej ale aj rôznej inej literatúre venovanej tejto oblasti.

De�nícia 1.1. Náhodná premenná je funkcia, ktorá kaºdému moº-
nému výsledku experimentu priradí hodnotu z mnoºiny reálnych
£ísel. Diskrétna náhodná premenná nadobúda hodnoty z kone£nej
alebo spo£ítate©nej mnoºiny, spojitá náhodná premenná môºe na-
dobudnú´ ©ubovo©nú hodnotu z intervalu reálnych £ísel.

De�nícia 1.2. Distribu£ná funkcia diskrétnej alebo spojitej náhod-
nej premennej X je de�novaná pre kaºdé reálne £íslo x vz´ahom:

F (x) = P (X ≤ x). (1.1)

Slovne môºeme distribu£nú funkciu de�nova´ ako pravdepodob-
nos´, ºe náhodná premenná X má hodnoty men²ie alebo rovné ako
reálne £íslo x.
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De�nícia 1.3. Funkcia f(x) sa nazýva hustota pravdepodobnosti
spojitej náhodnej premennej X, ak pre ©ubovo©né reálne £íslo x0

platí:

F (x0) =

x0∫

−∞

f(x) dx (1.2)

pre −∞ < x0 < ∞.

De�nícia 1.4. Stredná hodnota diskrétnej náhodnej premennej X

je de�novaná vz´ahom:

E(X) =
∞∑
i=1

xi P (xi), (1.3)

kde xi, i = 1, 2, . . . sú moºné hodnoty a P (xi) príslu²né pravdepo-
dobnosti.

Stredná hodnota spojitej náhodnej premennej X je de�novaná
vz´ahom:

E(X) =

∞∫

−∞

x f(x) dx, (1.4)

kde f(x) je hustota náhodnej premennej X.

De�nícia 1.5. Disperzia náhodnej premennej X je de�novaná vz´a-
hom:

D(X) = E
{
[X − E(X)]2

}
, (1.5)

£o slovne môºeme vyjadri´ ako strednú hodnotu ²tvorca odchýlky
náhodnej premennej X od jej strednej hodnoty E(X).
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Kapitola 2

Rozdelenia po£tu poistných
plnení

Cie©om tejto £asti je priblíºi´ základné rozdelenia pravdepodobnosti,
ktoré najlep²ie popisujú po£et poistných plnení. Je prirodzené, ºe to
budú diskrétne rozdelenia, aj ke¤ v závere uvedieme pouºívanú apro-
ximáciu spojitým, konkrétne normálnym rozdelením. Dôraz tejto
diplomovej práce je kladený na rozdelenia popisujúce vý²ku poist-
ných plnení, preto uvedieme v tejto kapitole len základné vlastnosti
rozdelení po£tu poistných plnení.

2.1 Alternatívne rozdelenie A(p)
Tento typ rozdelenia patrí medzi najjednoduch²ie, ke¤ºe moºné sú
len dva výsledky: náhodná udalos´ nastane s pravdepodobnos´ou p
alebo náhodná udalos´ nenastane s pravdepodobnos´ou 1− p.

Pri aplikovaní na po£et poistných udalostí môºe táto náhodná
premenná nadobúda´ len hodnotu 0 (ak poistná udalos´ nenastala)
alebo hodnotu 1 (ak poistná udalos´ nastala).

De�nícia 2.1. Náhodná premenná N má alternatívne rozdelenie
(nazývané tieº Bernoulliho alebo nula - jednotkové) s parametrom
p práve vtedy, ak pravdepodobnostná funkcia má tvar:

P (k) = pk(1− p)1−k (2.1)
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pre k = 0, 1.

Veta 2.1. Základné popisné charakteristiky alternatívneho rozdele-
nia:

Stredná hodnota: E(N) = p

Disperzia: D(N) = p (1− p)

Toto rozdelenie patrí do triedy exponenciálnych a platí nasle-
dovný vz´ah medzi alternatívnym a binomickým rozdelením:

Veta 2.2. Ak N1, N2, . . . , Nn sú nezávislé náhodné premenné rov-
nako rozdelené s alternatívnym rozdelením s parametrom p, potom
sú£et týchto náhodných premenných má binomické rozdelenie s pa-
rametrami n, p.

2.2 Binomické rozdelenie Bin(n, p)
Pri predchádzajúcom rozdelení sme uvaºovali experiment, pri kto-
rom náhodná udalos´ bu¤ nastala alebo nenastala. Tentokrát bu-
deme tento pokus opakova´ nezávisle n-krát za sebou, pri£om pred-
pokladáme, ºe pravdepodobnos´ výskytu poistnej udalosti je pre
kaºdý pokus p.

De�nícia 2.2. Náhodná premenná N má binomické rozdelenie prav-
depodobnosti s parametrami n, p práve vtedy, ak pravdepodobnos´,
ºe pri n nezávislých pokusoch nastane pozorovaný jav práve k-krát,
má tvar:

P (n = k) =

(
n

k

)
pk (1− p)n−k (2.2)

pre k = 0, 1, 2, . . . , n.

Veta 2.3. Základné popisné charakteristiky binomického rozdelenia:
Stredná hodnota: E(N) = np

Disperzia: D(N) = np (1− p)

Na základe týchto vz´ahov medzi charakteristikou polohy (stred-
nou hodnotou) a charakteristikou variability (disperziou) je zrejmé,
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ºe vºdy platí nasledujúca nerovnos´: E(N) > D(N). V praxi £asto
tieto charakteristiky poznáme (alebo ich vieme odhadnú´) a na zá-
klade toho môºeme rozhodnú´, £i je vhodné pouºi´ tento typ rozde-
lenia na aproximáciu na²ich dát.

Uvedieme si e²te jednu vlastnos´ binomického rozdelenia:

Veta 2.4. Nech náhodná premenná X má binomické rozdelenie s
parametrami n, p, náhodná premenná Y má binomické rozdelenie
s parametrami m, p a tieto náhodné premenné sú nezávislé. Potom
náhodná premenná X + Y má binomické rozdelenie s parametrami
n + m, p.

2.3 Poissonovo rozdelenie Po(λ)
Tento typ rozdelenia takisto súvisí s binomickým rozdelením, mô-
ºeme ho totiº dosta´ ako limitný prípad pre n → ∞ a zárove¬
p → 0. V praxi teda toto rozdelenie pouºívame na aproximáciu málo
pravdepodobných náhodných udalostí pri ve©kom po£te nezávislých
opakovaní experimentu.

De�nícia 2.3. Náhodná premenná N má Poissonovo rozdelenie s
parametrom λ práve vtedy, ak pravdepodobnostná funkcia má tvar:

P (k) =
λk

k!
e−λ (2.3)

pre k = 0, 1, 2, . . .

Veta 2.5. Základné popisné charakteristiky Poissonovho rozdelenia:
Stredná hodnota: E(N) = λ

Disperzia: D(N) = λ

Teda vidíme, ºe pri tomto type rozdelenia sa stredná hodnota
rovná disperzii, £o vyuºívame pri výbere najlep²ieho rozdelenia na
popis dát.

Toto rozdelenie sa £asto pouºíva ako ve©mi dobrá aproximácia
binomického rozdelenia, ak n je ve©ké (zvy£ajne aspo¬ 100) a p je
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malé (zvy£ajne najviac 0, 05).

Jedno z naj£astej²ích vyuºití tohto rozdelenia v praxi je na apro-
ximáciu po£tu poistných plnení v £asovom intervale d¨ºky t s prie-
mernou pravdepodobnos´ou výskytu λ v £asovom intervale jednot-
kovej d¨ºky. Takáto náhodná premenná má potom Poissonovo roz-
delenie s parametrom λt.

2.4 Geometrické rozdelenie Geo(p)
Rovnako ako pri binomickom rozdelení nezávisle opakujme pokus,
pri£om pravdepodobnos´, ºe náhodná udalos´ nastane, je p. Pri bino-
mickom rozdelení nás zaujímala pravdepodobnos´, ºe sa daná uda-
los´ vyskytne práve pri k pokusoch z n uskuto£nených. V tomto
prípade budeme ná² pokus opakova´ to©kokrát, kým prvýkrát na-
stane daná udalos´. Náhodná premenná N teda bude predstavova´
po£et opakovaní, kým nastala pozorovaná udalos´, teda ak N = k,
interpretácia je, ºe pri prvých k − 1 pokusoch náhodná udalos´ ne-
nastala a pri k-tom pokuse nastala.

De�nícia 2.4. Náhodná premenná N má geometrické rozdelenie s
parametrom p práve vtedy, ak pravdepodobnostná funkcia má tvar:

P (k) = p (1− p)k−1 (2.4)

pre k = 1, 2, 3, . . .

Veta 2.6. Základné popisné charakteristiky geometrického rozdele-
nia:

Stredná hodnota: E(N) = 1
p

Disperzia: D(N) =
1− p
p2

Rovnako ako alternatívne rozdelenie bolo ²peciálny prípad bino-
mického rozdelenia, existuje zov²eobecnenie geometrického rozdele-
nia, a tým je negatívne binomické rozdelenie.

2.5 Negatívne binomické rozdelenie NB(k,p)
Ako uº bolo spomenuté, toto rozdelenie vychádza z geometrického
rozdelenia, teda znova nezávisle opakujeme pokusy, pri£om tento-
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krát neskon£íme vtedy, ke¤ náhodná udalos´ nastane prvýkrát, ale
aº vtedy, ke¤ nastane k-krát. Pravdepodobnostná funkcia tohto roz-
delenia má nasledovný tvar.

De�nícia 2.5. Náhodná premenná N má negatívne binomické roz-
delenie pravdepodobnosti s parametrami k a p práve vtedy, ak jej
pravdepodobnostná funkcia má tvar:

P (n) =

(
n− 1

k − 1

)
pk (1− p)n−k (2.5)

pre n = k, k + 1, . . . a k ©ubovo©né kladné celé £íslo.

Veta 2.7. Základné popisné charakteristiky negatívneho binomic-
kého rozdelenia:

Stredná hodnota: E(N) = k
p

Disperzia: D(N) =
k(1− p)

p2

Na základe uvedených vz´ahov pre popisné charakteristiky je
zrejmé, ºe medzi nimi platí nerovnos´ E(N) < D(N).

Teda pri rozhodovaní sa o najvhodnej²om rozdelení z hlavných
tried, ktoré boli v tejto £asti bliº²ie popísané, je dôleºitý vz´ah medzi
strednou hodnotou a disperziou na²ich dát a na základe toho zvo-
líme binomické, Poissonovo alebo negatívne binomické rozdelenie,
prípadne ich jednoduch²ie verzie alternatívne £i geometrické rozde-
lenie.

2.6 Aproximácia normálnym rozdelením

De�nícia 2.6. Náhodná premenná N má normálne rozdelenie prav-
depodobnosti s parametrami µ a σ2 práve vtedy, ak hustota prav-
depodobnosti má tvar:

f(n) =
1√
2πσ

e
−(n− µ)2

2σ2 (2.6)

kde −∞ < n < ∞, −∞ < µ < ∞ a σ > 0.
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Veta 2.8. Základné popisné charakteristiky normálneho rozdelenia:
Stredná hodnota: E(N) = µ

Disperzia: D(N) = σ2

Aproximácie diskrétnych rozdelení normálnym rozdelením sa v
praxi ve©mi £asto vyuºívajú a ich platnos´ sa opiera o jednu zo zá-
kladných viet pouºívaných v ²tatistike, a to o centrálnu limitnú vetu:

Veta 2.9. Nech X1, X2, . . . , Xn sú nezávislé rovnako rozdelené ná-
hodné premenné. Nech E(Xi) = µ a nech D(Xi) = σ2 pre i =

1, 2, . . . , n. Nech Y =
n∑

i=1

Xi
n . Potom rozdelenie náhodnej premennej

√
n

Y − µ
σ konverguje k normálnemu rozdeleniu N(0, 1).

Je zrejmé, ºe táto aproximácia je tým lep²ia, £ím je hodnota n
vä£²ia.

Na základe tejto vety sa dajú ©ahko odvodi´ nasledujúce aproxi-
mácie pre diskrétne rozdelenia:

Veta 2.10. Ak náhodná premenná N má binomické rozdelenie s pa-
rametrami n, p, potom pre dostato£ne ve©ké n môºeme túto premennú
aproximova´ normálnym rozdelením s parametrami np a np (1− p).

Samozrejme je ´aºké ur£i´, ktorú hodnotu n môºeme povaºova´
uº za dostato£ne ve©kú, preto sa v praxi pouºíva kritérium, ºe túto
aproximáciu môºeme povaºova´ za dobrú, ak sú splnené nasledovné
nerovnosti: np > 5 a zárove¬ n(1− p) > 5.

Veta 2.11. Ak náhodná premenná N má Poissonovo rozdelenie s
parametrom λ, potom pre dostato£ne ve©ké λ môºeme túto premennú
aproximova´ normálnym rozdelením s parametrami λ a λ.

Pri tomto rozdelení za posta£ujúcu hranicu dobrej aproximácie
povaºujeme λ > 5.

V²etky de�nície uvedených rozdelení spolu s aproximáciou môºe
£itate© v ur£itej podobe nájs´ aj v [8] a [12].
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Kapitola 3

Rozdelenia vý²ky poistných
plnení

V predchádzajúcej £asti sme na popísanie po£tu poistných plnení
pouºívali diskrétne rozdelenia pravdepodobnosti, £o vyplývalo z moº-
ných hodnôt náhodnej premennej. Av²ak vý²ku týchto plnení je
ove©a vhodnej²ie aproximova´ spojitými rozdeleniami. Na to, aby
sme na²li tie najvhodnej²ie, je dobré si uvedomi´ niektoré vlastnosti,
ktoré môºeme pozorova´ pri jednotlivých individuálnych plneniach.

Oblas´ neºivotného poistenia je typická tým, ºe sa so zna£nou
pravdepodobnos´ou vyskytujú aj poistné udalosti s výrazne vy²²ou
hodnotou poistného plnenia, £o spôsobuje, ºe tieto náhodné pre-
menné sú ve©mi rozptýlené, aj ke¤ vä£²ina z nich sa nachádza pod
úrov¬ou strednej hodnoty.

Ako najvhodnej²ie typy rozdelení sa preto ukazujú tie, ktoré sú
pravostranne zo²ikmené a konvergencia k nule nie je príli² rýchla.

Medzi najznámej²ie a najpouºívanej²ie rozdelenia patria expo-
nenciálne rozdelenie, Paretovo rozdelenie, Weibullovo rozdelenie, gama
a log-gama rozdelenie a lognormálne rozdelenie. V²etky tieto rozde-
lenia sú de�nované len pre kladné hodnoty x, pre x < 0 je hustota
v²etkých spomínaných rozdelení rovná nule. Tento predpoklad je ale
v praxi splnený, ke¤ºe poistné plnenia nemôºu nadobúda´ záporné
hodnoty.

Kaºdé z týchto rozdelení má svoje ²peci�ká a nie je moºné po-
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veda´, ktoré z nich je vo v²eobecnosti najlep²ie, vºdy to závisí od
konkrétnych poistných plnení, ktoré chceme popisova´. Preto sa v
tejto diplomovej práci budeme venova´ aj teoretickým charakteristi-
kám týchto rozdelení a ich vlastnostiam, ale taktieº na konkrétnych
dátach budeme analyzova´, ktoré rozdelenie je najvhodnej²ie, v £om
sa lí²ia a tým poskytneme aj návod, ako by mohlo rozhodovanie pre-
bieha´ v praxi. Uvedené de�nície a vlastnosti je moºné s ur£itými
modi�káciami ozna£ení a parametrov nájs´ v [8], [12] a [19].

3.1 Exponenciálne rozdelenie Exp(λ)
Toto rozdelenie patrí z h©adiska funk£ného vyjadrenia medzi najjed-
noduch²ie a pri modelovaní vý²ky poistných plnení sa £asto pouºíva
ako prvotná hrubá aproximácia. Nepopisuje v²ak ve©mi dobre inter-
valy najniº²ích a najvy²²ích hodnôt.

De�nícia 3.1. Náhodná premenná X má exponenciálne rozdelenie
pravdepodobnosti s parametrom λ práve vtedy, ak hustota pravde-
podobnosti má tvar:

f(x) = λ e−λx (3.1)

pre x > 0, λ > 0.

Distribu£ná funkcia má takýto tvar:

F (x) =

{
1− e−λx ak x ≥ 0

0 ak x < 0
(3.2)

Veta 3.1. Základné popisné charakteristiky exponenciálneho rozde-
lenia:

Stredná hodnota: E(X) = 1
λ

Disperzia: D(X) = 1
λ2

3.2 Gama rozdelenie G(α, β)
Toto rozdelenie na rozdiel od exponenciálneho závisí od dvoch para-
metrov, preto pri modelovaní vý²ky poistných plnení poskytuje ²ir²í
záber moºností, aj ke¤ interval najvy²²ích hodnôt stále nemôºeme
povaºova´ vo v²eobecnosti za dobre aproximovaný.
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De�nícia 3.2. Náhodná premenná X má gama rozdelenie pravde-
podobnosti s parametrami α, β práve vtedy, ak hustota pravdepo-
dobnosti má tvar:

f(x) =
βα

Γ(α)
xα−1 e−βx (3.3)

pre x > 0, kde Γ(α) je gama funkcia de�novaná vz´ahom:
∞∫
0

yα−1 e−y dy

pre α > 0.
Distribu£ná funkcia má takýto tvar:

F (x) =
γ(α, βx)

Γ(α)
(3.4)

kde γ(α, βx) je dolná neúplná gama funkcia de�novaná vz´ahom:
βx∫
0

yα−1 e−y dy pre α > 0.

Veta 3.2. Základné popisné charakteristiky gama rozdelenia:
Stredná hodnota: E(X) = α

β
Disperzia: D(X) = α

β2

Ak parameter α je celé £íslo, potom gama rozdelenie reprezentuje
sú£et α nezávislých náhodných premenných s exponenciálnym roz-
delením s parametrom β. Preto ²peciálne ak α = 1, gama rozdelenie
G(1, β) je zhodné s rozdelením Exp(β).

V praxi je niekedy výhodnej²ie pouºi´ ur£itú obmenu gama roz-
delenia, a to log-gama rozdelenie, ktoré je de�nované takto:

De�nícia 3.3. Náhodná premenná X má log-gama rozdelenie prav-
depodobnosti s parametrami α, β práve vtedy, ak hustota pravde-
podobnosti má tvar:

f(x) =
βα

x Γ(α)
(ln x)α−1 e(−β ln x) (3.5)

pre x > 0.
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3.3 Paretovo rozdelenie Pa(α, c)
Toto rozdelenie sa v praxi ve©mi £asto pouºíva v dvoch verziách, a
to americkej a európskej. Interval ve©kých hodnôt vý²ky poistných
plnení je v tomto prípade aproximovaný ove©a lep²ie ako pri pred-
chádzajúcich rozdeleniach.

De�nícia 3.4. Náhodná premenná X má európske Paretovo rozde-
lenie pravdepodobnosti s parametrami α, c práve vtedy, ak hustota
pravdepodobnosti má tvar:

f(x) =
αcα

xα+1 (3.6)

pre α > 0, c > 0, x > c.

De�nícia 3.5. Náhodná premenná X má americké Paretovo rozde-
lenie pravdepodobnosti s parametrami α, b práve vtedy, ak hustota
pravdepodobnosti má tvar:

f(x) =
αbα

(b + x)α+1 (3.7)

pre α > 0, x > 0, b > 0.
Distribu£ná funkcia má takýto tvar:

európska verzia:
F (x) = 1−

( c

x

)α

(3.8)

americká verzia:
F (x) = 1−

(
b

b + x

)α

(3.9)

Veta 3.3. Základné popisné charakteristiky Paretovho rozdelenia:
Stredná hodnota:

európska verzia: E(X) = αc
α− 1 , pre α > 1

americká verzia: E(X) = b
α− 1 , pre α > 1
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Disperzia:

európska verzia: D(X) = αc2

(α− 1)2(α− 2)
, pre α > 2

americká verzia: D(X) = αb2

(α− 1)2(α− 2)
, pre α > 2

Priamo z de�nícií oboch verzií je zrejmé, ºe medzi nimi platí
nasledovný vz´ah:

Veta 3.4. Ak náhodná premenná X má európske Paretovo rozdele-
nie Pa(α, c), potom náhodná premenná X−c má americké Paretovo
rozdelenie Pa(α, b), pri£om b = c.

3.4 Weibullovo rozdelenie W(γ, c)
Na modelovanie vý²ky poistných plnení sa £asto pouºíva tento typ
rozdelenia, ke¤ºe aproximácia intervalu ve©kých hodnôt je dobrá, aj
ke¤ funk£né vyjadrenie tohto rozdelenia nie je aº také jednoduché.

De�nícia 3.6. Náhodná premenná X má Weibullovo rozdelenie
pravdepodobnosti s parametrami λ, k práve vtedy, ak hustota prav-
depodobnosti má tvar:

f(x) =
k

λ

(x

λ

)k−1

e
−

(
x
λ

)k

(3.10)

pre x > 0, k > 0, λ > 0.
Distribu£ná funkcia má takýto tvar:

F (x) = 1− e
−

(
x
λ

)k

(3.11)

Veta 3.5. Základné popisné charakteristiky Weibullovho rozdelenia:
Stredná hodnota: E(X) = λ Γ

(
1 + 1

k

)

Disperzia: D(X) = λ2

[
Γ

(
1 + 2

k

)
− Γ

(
1 + 1

k

)2
]
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3.5 Lognormálne rozdelenie LN(µ, σ2)
Priebeh funkcie tohto rozdelenia je ve©mi podobný ako priebeh vý²ky
poistných plnení, pretoºe malé hodnoty sú málo pravdepodobné,
stredné hodnoty sú najpravdepodobnej²ie a ve©ké hodnoty sú opä´
málo pravdepodobné, ale aj ich pravdepodobnos´ je kladná.

De�nícia 3.7. Náhodná premenná X má lognormálne rozdelenie
pravdepodobnosti s parametrami µ, σ2 práve vtedy, ak ln(X) má
normálne rozdelenie s parametrami µ, σ2. Hustota pravdepodobnosti
má tvar:

f(x) =
1

σx
√

2π
e
−(ln x− µ)2

2σ2 (3.12)

pre x > 0.
Distribu£ná funkcia má takýto tvar:

F (x) =
1

σ
√

2π

ln x∫

0

e
−(y − µ)2

2σ2
dy (3.13)

Veta 3.6. Základné popisné charakteristiky lognormálneho rozdele-
nia:

Stredná hodnota: E(X) = e
µ +

σ2

2

Disperzia: D(X) =
[
eσ2 − 1

]
e2µ + σ2

Okrem týchto základných rozdelení sa môºeme v praxi stretnú´
aj s rôznymi zmesami týchto rozdelení, napríklad v [18] sú uvedené
zmesi Weibullových a Paretových rozdelení a v [15] je spomenutá
zmes gama a log-gama rozdelenia a pouºitá v konkrétnom príklade.
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Kapitola 4

Triedy rozdelení ve©kých
poistných plnení

V tretej kapitole sme uviedli základné typy rozdelení pravdepodob-
nosti pouºívaných na modelovanie vý²ky poistných plnení. Na zá-
klade skúseností z poistnej praxe sa ukazuje, ºe ich môºeme rozdeli´
do dvoch skupín: na tie, ktoré sú vhodné pre malé poistné plnenia
a na tie, ktoré sú vhodné pre ve©ké poistné plnenia. Oblas´ neºivot-
ného poistenia je charakteristická tým, ºe rozdelenie celkovej vý²ky
poistných plnení je výrazne závislé od najvä£²ieho poistného plne-
nia, ktoré môºe by´ zna£ne odli²né ako následok zemetrasení, silných
vetrov, búrok, poºiarov a podobne. Preto sa na ich modelovanie po-
uºíva druhá skupina rozdelení, ktoré sa nazývajú tieº rozdelenia s
´aºkými chvostami.

Predtým ako prejdeme k samotným triedam rozdelení si e²te de-
�nujeme pojem chvosta rozdelenia.

De�nícia 4.1. Nech F (x) je distribu£ná funkcia náhodnej premen-
nej X de�novaná vz´ahom (1.1). Pravým chvostom rozdelenia nazý-
vame:

F̄ (x) = P (X > x) = 1− F (x) (4.1)
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4.1 Rozdelenia s ´aºkými chvostami

De�nícia 4.2. Hovoríme, ºe rozdelenie náhodnej premennej X má
´aºký chvost (nazývaný niekedy aj tu£ný chvost), ak platí:

lim
x→∞

eλxP (X > x) = lim
x→∞

eλxF̄ (x) = ∞ pre kaºdé λ > 0 (4.2)

Ekvivalentne môºeme túto de�níciu vyjadri´ pouºitím momento-
vej vytvárajúcej funkcie:

Mf (λ) =

∞∫

0

eλx dF (x) = ∞ pre kaºdé λ > 0, (4.3)

teda rozdelenie má ´aºký chvost, ak jeho momentová vytvárajúca
funkcia je nekone£ná pre v²etky hodnoty parametra λ > 0.

Pre názornej²iu interpretáciu by sme vo©ne mohli poveda´, ºe roz-
delenie má ´aºký chvost, ak jeho konvergencia k nule je pomal²ia ako
pri exponenciálnom rozdelení.

V teórii pravdepodobnosti sa vyskytujú aj pojmy ako rozdelenie
s ´aºkým ©avým chvostom, prípadne s oboma ´aºkými chvostami
a ich de�nícia je podobná ako De�nícia 4.2. V oblasti neºivotného
poistenia sa v²ak ve©mi nevyuºívajú, preto sa im v tejto práci dô-
kladnej²ie nebudeme venova´.

Spomedzi rozdelení uvedených v tretej kapitole sa do triedy roz-
delení s ´aºkými chvostami zara¤ujú tieto rozdelenia:
• Paretovo rozdelenie,
• Weibullovo rozdelenie,
• lognormálne rozdelenie,
• log-gama rozdelenie.
Ako príklad rozdelení s oboma ´aºkými chvostami môºeme uvies´

Cauchyho rozdelenie alebo t-rozdelenie.

Existujú dve dôleºité podtriedy rozdelení s ´aºkými chvostami, a
to rozdelenia s dlhými chvostami a subexponenciálne rozdelenia.
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4.2 Rozdelenia s dlhými chvostami

De�nícia 4.3. Hovoríme, ºe rozdelenie náhodnej premennej X má
dlhý chvost, ak platí:

lim
x→∞

P (X > x + t |X > x) = 1 (4.4)

Môºeme pouºi´ tieº ekvivalentné vyjadrenie pouºitím priamo chvosta
rozdelenia:

lim
x→∞

F̄ (x− t)

F̄ (x)
= 1 pre kaºdé t > 0 (4.5)

Intuitívna interpretácia takéhoto typu rozdelenia je, ºe ak prekro-
£íme istú vysokú hranicu, potom s pravdepodobnos´ou blíºiacou sa
k jednotke prekro£íme aj v²etky vy²²ie hranice, teda situácia môºe
by´ v skuto£nosti e²te hor²ia, ako sa na prvý poh©ad zdá.

Vz´ah medzi rozdeleniami s ´aºkými a s dlhými chvostami je taký,
ºe kaºdé rozdelenie s dlhým chvostom je zárove¬ rozdelením s ´aº-
kým chvostom, av²ak naopak to neplatí.

4.3 Subexponenciálne rozdelenia
Vlastnos´ subexponenciality je vo v²eobecnosti de�novaná pouºi-
tím konvolúcie rozdelení pravdepodobnosti. Pre dve nezávislé rov-
nako rozdelené náhodné premenné X1, X2 so spolo£nou distribu£-
nou funkciou F je konvolúcia de�novaná pomocou Lebesgueovho-
Stieltjesovho integrálu ako:

P (X1 + X2 ≤ x) = F ∗2(x) =

∞∫

−∞

F (x− y) dF (y) (4.6)

Podobne môºeme túto de�níciu roz²íri´ aj pre n náhodných pre-
menných a ur£i´ tak n-tú konvolúciu distribu£nej funkcie F ∗n(x).

Rozdelenie pravdepodobnosti je potom subexponenciálne, ak platí:

lim
x→∞

F̄ ∗2(x)

2F̄ (x)
= 1 (4.7)
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Z toho pre ©ubovo©né n ≥ 1 dostaneme:

lim
x→∞

F̄ ∗n(x)

nF̄ (x)
= 1 (4.8)

Pravdepodobnostná interpretácia subexponenciálneho rozdelenie
je uvedená v nasledujúcej de�nícii.

De�nícia 4.4. Hovoríme, ºe rozdelenie pravdepodobnosti F n nezá-
vislých náhodných premenných X1, . . . Xn je subexponenciálne roz-
delenie, ak platí:

lim
x→∞

P (
n∑

i=1

Xi > x)

P ( max
1≤k≤n

Xk > x)
= 1 pre kaºdé n ≥ 2 (4.9)

Táto trieda rozdelení je známa aj ako princíp jedného ve©kého
skoku.

Vz´ah medzi subexponenciálnymi rozdeleniami a rozdeleniami s
dlhými chvostami je taký, ºe kaºdé subexponenciálne rozdelenie je
zárove¬ rozdelením s dlhým chvostom, av²ak naopak to neplatí.

Pre ²tudovanie extrémnych udalostí je najdôleºitej²ia práve táto
trieda rozdelení a patria sem v²etky ²tyri rozdelenia zo skupiny roz-
delení s ´aºkým pravým chvostom.

4.4 �al²ie triedy rozdelení
Okrem týchto tried rozdelení sa môºeme stretnú´ e²te s ¤al²ími -
s triedou regulárne sa meniacich rozdelení a s triedou rozdelení s
dominantne sa meniacimi chvostami.

De�nícia 4.5. Hovoríme, ºe rozdelenie náhodnej premennej X je
regulárne sa meniace rozdelenie, ak platí:

lim
x→∞

F̄ (tx)

F̄ (x)
= t−α pre kaºdé t > 0 a nejaké α > 0 (4.10)
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Vz´ah medzi regulárne sa meniacimi rozdeleniami a subexponen-
ciálnymi rozdeleniami je taký, ºe kaºdé regulárne sa meniace rozdele-
nie je zárove¬ subexponenciálne rozdelenie, av²ak naopak to neplatí.

Do tejto triedy rozdelení patria rozdelenia mocninné, ako naprí-
klad Paretovo rozdelenie alebo log-gama rozdelenie, av²ak Weibul-
lovo a lognormálne rozdelenie sem nepatria.

De�nícia 4.6. Hovoríme, ºe rozdelenie náhodnej premennej X je
rozdelenie s dominantne sa meniacimi chvostami, ak platí:

lim sup
x→∞

F̄ (cx)

F̄ (x)
< ∞ pre kaºdé 0 < c < 1 (4.11)

Vz´ah medzi regulárne sa meniacimi rozdeleniami a rozdeleniami
s dominantne sa meniacimi chvostami je taký, ºe kaºdé regulárne sa
meniace rozdelenie je zárove¬ rozdelením s dominantne sa menia-
cimi chvostami, av²ak naopak to neplatí.

Aby boli vz´ahy medzi jednotlivými triedami názornej²ie, sú zo-
branené na nasledujúcom obrázku 4.1, kde K je trieda rozdelení s
´aºkými chvostami, L trieda rozdelení s dlhými chvostami, S trieda
subexponenciálnych rozdelení, D trieda rozdelení s dominantne sa
meniacimi chvostami a R trieda regulárne sa meniacich rozdelení.

Obr. 4.1: Triedy rozdelení s ´aºkými chvostami

Základné de�nície z tejto kapitoly pochádzajú z [13] a [19], vz´ahy
medzi jednotlivými triedami sú popísané napríklad v [4].
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Kapitola 5

Teória ruinovania

V predchádzajúcich £astiach sme sa zaoberali najprv rozdeleniami
popisujúcimi po£et poistných udalostí a potom rozdeleniami popi-
sujúcimi individuálne poistné plnenia. Teória ruinovania sa zaoberá
modelmi kolektívneho rizika pre ur£ité dlh²ie £asové obdobie. V tejto
kapitole si priblíºime túto problematiku a doteraz najvýznamnej²í
výsledok z tejto oblasti, a to Lundbergovu nerovnos´. Pri spracovaní
tejto £asti sme pouºili zdroje [1], [2], [12] a [14].

5.1 Základné pojmy
Slovo riziko je beºne pouºívané vo význame portfólio poistiek, v
tejto práci bude predstavova´ bu¤ jednotlivé poistky alebo ich sú-
bor.

Teória ruinovania je postavená na základnom modeli nazývanom
model prebytku a na jeho popísanie si najprv uvedieme ozna£enia
niektorých premenných:
• N(t) predstavuje po£et v²etkých poistných udalostí v £asovom
intervale 〈0, t〉 pre kaºdé t ≥ 0

• Xi je vý²ka i-tej poistnej udalosti pre i = 1, 2, 3, . . .

• S(t) ozna£uje vý²ku celkového poistného plnenia v £asovom
intervale 〈0, t〉 pre kaºdé t ≥ 0

{Xi}∞i=1 je postupnos´ náhodných premenných,{N(t)}t≥0 a {S(t)}t≥0

sú stochastické procesy v spojitom £ase.
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Na základe tohto ozna£enia môºeme písa´, ºe

S(t) =

N(t)∑
i=1

Xi, (5.1)

pri£om rozumieme, ºe S(t) = 0, ak N(t) = 0 a S(t) nazývame tieº
proces celkovej vý²ky poistných plnení.

Náhodné premenné N(1) a S(1) predstavujú po£et poistných pl-
není a celkovú vý²ku poistných plnení v £asovom intervale jednot-
kovej d¨ºky.

Nasledujúci predpoklad je ur£itou konvenciou v teórii ruinovania
(ale aj v iných): budeme predpoklada´, ºe poistné je prijímané spo-
jite s kon²tantnou mierou a ozna£ova´ ju c za jednotku £asu, teda
celkové poistné prijaté za £asový interval 〈0, t〉 je ct.

Navy²e predpokladáme, ºe pois´ov¬a má na za£iatku ur£itú �-
nan£nú £iastku, ktorú ozna£ujeme U a nazýva sa po£iato£ný preby-
tok alebo tieº rezervný fond. Prebytok pois´ovne v kaºdom budúcom
okamihu t(> 0) je náhodná premenná, ktorej hodnota závisí od po-
istných udalostí do £asu t.

Model prebytku pois´ovne má nasledovný tvar:

U(t) = U + ct− S(t) (5.2)

a slovne ho môºeme interpretova´, ºe prebytok pois´ovne v £ase t je
po£iato£ný prebytok zvý²ený o prijaté poistné do £asu t a zníºený
o celkovú vý²ku poistných plnení do £asu t.

Tento model platí pre kaºdé t ≥ 0, pri£om U(0) = U . Na základe
tohto modelu je zrejmé, ºe pre pevnú hodnotu t je U(t) náhodná pre-
menná, pretoºe S(t) je náhodná premenná. Ak nás zaujíma priebeh
náhodnej premennej U(t) pre t ≥ 0, potom {U(t)}t≥0 je stochastický
proces a nazýva sa proces prebytku (alebo tieº surplus proces).

Je zrejmé, ºe tento model nezodpovedá presne �nan£ným tokom
pois´ovne, ke¤ºe pouºíva nasledujúce zjednodu²enia:
• neuvaºujeme ºiaden moºný úrok z prebytku pois´ovne,
• ako uº bolo spomenuté, predpokladáme, ºe poistné je platené
spojite a rastie lineárne,

• predpokladáme tieº, ºe v²etky poistné plnenia sú vyplatené
okamºite po vzniku nároku.
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Napriek týmto zjednodu²eniam v²ak na základe tohto modelu
môºeme získa´ ve©mi dôleºité informácie pre pravdepodobnosti zru-
inovania pois´ovne.

5.2 Pravdepodobnos´ zruinovania v spojitom £ase
Slovo zruinovanie je v oblasti teórie ruinovania pouºívané na vyjad-
renie okamihu, kedy prebytok pois´ovne U(t) prvýkrát nadobudne
zápornú hodnotu.
Z poh©adu pois´ovne je dôleºité pozna´ pravdepodobnos´ zruinova-
nia a takisto moºnosti, ako ju regulova´ a udrºiava´ v stanovených
hraniciach.

De�nícia 5.1. Pravdepodobnos´ou zruinovania Ψ(U) v nekone£nom
£asovom horizonte (0,∞) ozna£ujeme pravdepodobnos´
Ψ(U) = P [U(t) < 0 pre nejaké t, 0 < t < ∞].
Pravdepodobnos´ou zruinovania Ψ(U, t) v kone£nom £asovom hori-
zonte (0, t〉 ozna£ujeme pravdepodobnos´ Ψ(U, t) = P [U(τ) < 0 pre
nejaké τ , 0 < τ < t].

V nasledujúcej vete sú uvedené základné vz´ahy medzi týmito
pravdepodobnos´ami pre 0 < t1 < t2 < ∞ a pre 0 ≤ U1 ≤ U2.

Veta 5.1. Základné vz´ahy:

1. Ψ(U2, t) ≤ Ψ(U1, t)

2. Ψ(U2) ≤ Ψ(U1)

3. Ψ(U, t1) ≤ Ψ(U, t2) ≤ Ψ(U)

4. lim
t→∞

Ψ(U, t) = Ψ(U)

Slovne môºeme túto vetu interpretova´ tak, ºe zvy²ovanie po£ia-
to£ného rezervného fondu zniºuje pravdepodobnos´ zruinovania v
kone£nom i nekone£nom £asovom horizonte a predlºovanie £asového
intervalu zvy²uje pravdepodnos´ zruinovania v kone£nom £ase a tá
sa pribliºuje k pravdepodobnosti zruinovania v nekone£nom £ase.

24



5.3 Pravdepodobnos´ zruinovania v diskrétnom
£ase

De�nícia 5.2. Pravdepodobnos´ou zruinovania Ψh(U) v nekone£-
nom £asovom horizonte (0,∞) s £asovou jednotkou h ozna£ujeme
pravdepodobnos´ Ψh(U) = P [U(nh) < 0 pre nejaké n = 1, 2, 3, . . .].
Pravdepodobnos´ou zruinovania Ψh(U, t) v kone£nom £asovom ho-
rizonte (0, t〉 s £asovou jednotkou h ozna£ujeme pravdepodobnos´
Ψh(U, t) = P [U(nh) < 0 pre nejaké n = 1, 2, . . . , t

h
].

Táto pravdepodobnos´ zruinovania sa viac pribliºuje potrebám
praxe, ke¤ºe za £asovú jednotku zvy£ajne pouºívame napr. týºde¬,
mesiac, rok.

Pre pravdepodobnosti zruinovania v diskrétnom £ase platia po-
dobné vz´ahy ako pre spojitý £as, ktoré sú uvedené vo Vete 5.1.

Nasledujúca veta nám pribliºuje vz´ahy medzi pravdepodobnos-
´ami zruinovania v spojitom a diskrétnom £ase:

Veta 5.2. Základné vz´ahy:

1. Ψh(U, t) ≤ Ψ(U, t) ≤ Ψ(U)

2. Ψh(U) ≤ Ψ(U)

3. lim
h→0

Ψh(U, t) = Ψ(U, t)

4. lim
h→0

Ψh(U) = Ψ(U)

Prirodzená slovná interpretácia hovorí, ºe pravdepodobnos´ zru-
inovania v diskrétnom £ase môºeme zhora ohrani£i´ pravdepodob-
nos´ou zruinovania v spojitom £ase a v limitnom prípade sa rovnajú,
£o platí aj pre kone£ný aj nekone£ný £asový horizont.
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5.4 Poissonov a zloºený Poissonov proces

De�nícia 5.3. Stochastický proces {N(t)}t≥0 je Poissonov proces
s parametrom λ, ak sú splnené nasledovné podmienky:

1. N(0) = 0 a N(s) ≤ N(t) pre ©ubovo©né s < t.

2. P [N(t + h) = r |N(t) = r] = 1− λh + o(h),
P [N(t + h) = r + 1 |N(t) = r] = λh + o(h),
P [N(t + h) > r + 1 |N(t) = r] = o(h),
pri£om o(h) je funkcia, pre ktorú platí, ºe lim

h→0
o(h) = 0.

3. Ak s < t, po£et poistných plnení v £asovom intervale (s, t〉
nezávisí od po£tu poistných plnení pred za£iatkom s tohto in-
tervalu.

4. Pre ©ubovo©né pevne zvolené t má náhodná premenná N(t)

Poissonovo rozdelenie s parametrom λt.

Veta 5.3. Poissonov proces {N(t)}t≥0 je s£ítací proces, teda sp¨¬a
nasledujúce podmienky:

1. N(0) = 0.

2. Pre ©ubovo©né t > 0 je N(t) celo£íselná hodnota.

3. Ak s < t, potom N(s) ≤ N(t), t.j. po£et poistných plnení je v
£ase neklesajúci.

4. Ak s < t, potom N(t)−N(s) je po£et poistných plnení v £aso-
vom intervale (s, t〉.

De�nícia 5.4. Stochastický proces celkových poistných plnení {S(t)}t≥0

nazývame zloºený Poissonov proces s parametrom λ, ak sú splnené
nasledovné podmienky:
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1. Individuálne poistné plnenia tvoria postupnos´ {Xi}∞i=1 nezá-
vislých rovnako rozdelených náhodných premenných.

2. Náhodné premenné {Xi}∞i=1 sú nezávislé od po£tu poistných
plnení N(t) pre ©ubovo©né t ≥ 0.

3. Proces po£tu poistných plnení {N(t)}t≥0 je Poissonov proces s
parametrom λ.

5.5 Cramérova - Lundbergova veta
Z poh©adu pois´ovne je dôleºité vedie´ ur£i´ pravdepodobnos´ zru-
inovania (£i uº uvaºujeme diskrétny alebo spojitý model), av²ak to
v praxi nie je vºdy moºné, hlavne v prípadoch, ke¤ sa na mode-
lovanie pouºívajú zloºitej²ie rozdelenia pravdepodobnosti. Preto sa
£asto vyuºíva stanovenie hornej hranice pravdepodobnosti zruinova-
nia v nekone£nom £asovom horizonte, ktoré je dané Lundbergovou
nerovnos´ou.

Uvaºujme model prebytku uvedený v (5.2), pri£om proces celko-
vého poistného plnenia S(t) je zloºený Poissonov proces CoPo(λt, F (x)),
kde F (x) ozna£uje spolo£nú distribu£nú funkciu rovnako rozdele-
ných náhodných premenných Xi.

V prípade, ºe intenzita prijatého poistného c je men²ia alebo rov-
naká ako stredná hodnota o£akávaného poistného plnenia λE(X),
pravdepodobnos´ zruinovania pois´ovne Ψ(U) = 1 pri ©ubovo©nej
vý²ke po£iato£ného rezervného fondu.

Preto budeme predpoklada´, ºe platí:

c > λE(X), (5.3)

teda ºe v jednotkovom £asovom intervale je prijaté poistné vy²²ie
ako vý²ka poistného plnenia. Ak by sme uvaºovali princíp výpo£tu
poistného na základe strednej hodnoty, môºeme prijaté poistné vy-
jadri´ nasledovne:

c = (1 + θ) λE(X), (5.4)
kde θ > 0 je riziková priráºka k £istému poistnému.
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V prípade uvedených predpokladov pre pravdepodobnos´ zruino-
vania v nekone£nom £asovom horizonte môºeme sformulova´ Cra-
mérovu - Lundbergovu vetu [13]:

Veta 5.4. Predpokladajme, ºe existuje R > 0 také, ºe:
∞∫

0

eRx F̄ (x) dx =
c

λ
(5.5)

Potom platí Lundbergova nerovnos´:

Ψ(U) ≤ e−RU , pre kaºdé U ≥ 0 (5.6)

kde Upredstavuje vý²ku po£iato£ného rezervného fondu a R je ko-
e�cient korekcie (z anglického adjustment coe�cient) vyjadrujúci
mieru rizika procesu prebytku.

Ak je navy²e splnená podmienka:
∞∫

0

x eRx F̄ (x) dx < ∞, (5.7)

potom platí:
lim

U→∞
eRU Ψ(U) = C < ∞, (5.8)

kde

C =


 R

θE(X)

∞∫

0

x eRx F̄ (x) dx



−1

(5.9)

Je teda zrejmé, ºe je nevyhnutná existencia koe�cientu korekcie
R > 0.

V poistnej sfére sa pravá strana nerovnosti (5.6) pouºíva ako
aproximácia pravdepodobnosti zruinovania pois´ovne, pri£om je o£i-
vidné, ºe táto sa zniºuje s rastúcou hodnotou koe�cientu R.
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Implicitná rovnica na vyjadrenie koe�cientu korekcie pre zloºený
Poissonov proces má tvar:

λ + cr = λ

∞∫

0

erxf(x) dx = λMx(r), (5.10)

kde Mx(r) je momentová vytvárajúca funkcia náhodných premen-
ných X v bode r.

Ekvivalentné vyjadrenie tejto rovnice pouºitím rizikovej priráºky
je takéto:

1 + (1 + θ) E(X) r = Mx(r). (5.11)
Táto rovnica má dve rie²enia, jedno triviálne r = 0 a druhé kladné

r = R, ktoré sa nazýva koe�cient korekcie. Na základe rovnice (5.11)
vidíme, ºe R závisí len od rizikovej priráºky θ a rozdelenia vý²ky in-
dividuálnych poistných plnení Xi.

Na jednozna£nú aproximáciu pravdepodobnosti zruinovania je
potrebné pozna´ hodnotu parametra R, av²ak vo vä£²ine prípa-
dov rovnica (5.11) nemá explicitné rie²enie a je potrebné pouºi´
vhodné numerické metódy na jeho nájdenie. Výnimku tvorí expo-
nenciálne rozdelenie, teda ak uvaºujeme, ºe individuálne nároky
majú Exp (α), potom hodnota koe�cientu korekcie R je αθ

(1 + θ)
.

Na základe rovnice (5.10) vidíme, ºe na vyjadrenie koe�cientu
korekcie je nutné pozna´ momentovú vytvárajúcu funkciu. Av²ak
v prípade rozdelení s ´aºkými chvostami momentová vytvárajúca
funkcia neexistuje, teda koe�cient korekcie takisto neexistuje. Tým
pádom nie sú splnené predpoklady Cramérovej - Lundbergovej vety,
a preto sa nedá pouºi´. To ale neznamená, ºe nie je moºné pravde-
podobnos´ zruinovania ur£i´ presne alebo aspo¬ odhadnú´.

V prípade niektorých tried rozdelení uvedených v ²tvrtej kapitole
sú uº dokázané ur£ité asymptotické odhady pravdepodobnosti zru-
inovania v nekone£nom £asovom horizonte.

Veta 5.5. Pre triedu regulárne sa meniacich rozdelení sa dá prav-
depodobnos´ zruinovania v nekone£nom £asovom horizonte vyjadri´
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pomocou chvosta rozdelenia nasledovne:

lim
U→∞

Ψ(U) =
1

θE(X)

∞∫

0

F̄ (y) dy (5.12)

Pre roz²írenie tejto vety na triedu subexponenciálnych rozdelení
si najprv de�nujeme pojem integrovaného chvosta.

De�nícia 5.5. Nech F (x) je distribu£ná funkcia rozdelenia náhod-
nej premennej a F̄ (x) je chvost de�novaný vz´ahom (4.1). Potom
integrovaný chvost je de�novaný vz´ahom:

FI(x) =
1

E(X)

x∫

0

F̄ (y) dy, x ≥ 0 (5.13)

Veta 5.6. Pre triedu subexponenciálnych rozdelení s kone£nou stred-
nou hodnotou E(X) platí, ºe ak rozdelenie integrovaného chvosta
FI(x) je tieº z triedy subexponenciálnych rozdelení, tak pre pravde-
podobnos´ zruinovania v nekone£nom £asovom horizonte platí:

lim
U→∞

Ψ(U)

FI(U)
=

1

θ
(5.14)

Overenie podmienky, ºe rozdelenie integrovaného chvosta je z
triedy subexponenciálnych rozdelení je v praxi £asto ve©mi náro£né,
pretoºe neplatí priama závislos´ medzi F (x) a FI(x), teda ak je F (x)
z triedy subexponenciálnych rozdelení, nemusí by´ aj FI(x) z triedy
subexponenciálnych rozdelení a naopak.

Platí v²ak tvrdenie, ºe ak je rozdelenie z triedy s dominantne sa
meniacimi chvostami a má kone£nú strednú hodnotu, potom rozde-
lenie integrovaného chvosta je subexponenciálne a táto podmienka
sa overuje jednoduch²ie.

Ak sa pozrieme na rozdelenia, ktoré sa vyuºívajú v oblasti neºi-
votného poistenia na modelovanie vý²ky poistných plnení, tak pred-
poklady poslednej vety (5.6) sp¨¬ajú v²etky rozdelenia s ´aºkými
chvostami uvedené v £asti (4.1), teda Paretovo, Weibullovo, lognor-
málne i log-gama rozdelenie.
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Na odhadnutie pravdepodobnosti zruinovania je niekedy výhodné
pouºi´ aj iné metódy, a preto v nasledujúcej £asti uvedieme jednu
zo známych metód, a to metódu Laplaceovej trasformácie, ktorej
stru£nú verziu je moºné nájs´ napríklad v [5].

5.6 Metóda Laplaceovej transformácie
Laplaceova transformácia má rôzne formy vyuºitia, napríklad na
vyjadrenie potrebných konvolúcií na stanovenie rozdelenia celkových
poistných plnení, ale taktieº ako prostriedok rie²enia diferenciálnych
alebo integrálno-diferenciálnych rovníc.

De�nícia 5.6. Nech fX(x) je funkcia de�novaná pre v²etky reálne
x ≥ 0. Laplaceovu transformáciu funkcie fX(x) budeme ozna£ova´
LfX

a je de�novaná ako:

LfX
(z) =

∞∫

0

e−zxfX(x) dx. (5.15)

Pri odvodzovaní vz´ahu na odhad pravdepodobnosti zruinovania
vyuºijeme niektoré vlastnosti Laplaceovej transformácie, ktoré sú
uvedené v nasledujúcich vetách.

Veta 5.7. Laplaceova trasformácia sp¨¬a podmienku lineárnosti, teda
ak pre funkcie fX1(x) a fX2(x) existuje Laplaceova trasformácia, po-
tom pre kaºdé a1, a2 ∈ R platí:

∞∫

0

e−zx(a1fX1(x) + a2fX2(x)) dx = LfX1
(z) + LfX2

(z) (5.16)

Veta 5.8. Laplaceova trasformácia z integrálu sa ur£í takto: nech
pre funkciu fX(x) existuje Laplaceova trasformácia a nech F (x) =
x∫
0

fX(t) dt. Potom

LFX
(z) =

LfX
(z)

z
(5.17)
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Veta 5.9. Laplaceova trasformácia z derivácie sa ur£í takto: nech
funkcia fX(x) je diferencovate©ná a existuje pre ¬u Laplaceova tras-
formácia. Potom

∞∫

0

e−zxf ′X(x) dx = zLfX
(z)− fX(0) (5.18)

Veta 5.10. Laplaceova trasformácia z konvolúcie sa ur£í takto: nech
S = X1 + X2, nech pre funkcie fX1(x) a fX2(x) existuje Laplaceova
trasformácia a de�nujme

fs(x) =

x∫

0

fX1(y) fX2(x− y) dy

Potom Laplaceova transformácia S má tvar:

Lfs(z) = LfX1
(z) LfX2

(z) (5.19)
Aplikujeme teraz túto metódu na odhadovanie pravdepodobnosti

zruinovania. Za£neme tým, ºe si explicitne vyjadríme Ψ(U), pri£om
vyuºijeme prechod cez Φ(U) = 1−Ψ(U), teda cez pravdepodobnos´,
ºe zruinovanie pri vý²ke po£iato£ného prebytku U nikdy nenastane.

Ak uvaºujeme £as nastatia prvej poistnej udalosti a jej vý²ku ako
parametre pre výpo£et pravdepodobnosti Φ(U), potom skuto£nos´,
ºe prvá poistná udalos´ nastala v £ase t a jej ve©kos´ nepresahuje
U + ct, môºeme vyjadri´ vz´ahom:

Φ(U) =

∞∫

0

λe−λt

U+ct∫

0

fX(x) Φ(U + ct− x) dx dt (5.20)

Zavedením substitúcie s = U + ct dostaneme:

Φ(U) =
1

c

∞∫

U

λe−λs− U
c

s∫

0

fX(x) Φ(s− x) dx ds =

=
1

c
e
λU
c

∞∫

U

λe
−λs

c

s∫

0

fX(x) Φ(s− x) dx ds (5.21)
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Diferencovaním vz´ahu (5.21) a eliminovaním integrálu dosta-
neme diferenciálnu rovnicu druhého rádu, ktorej rie²enie je potrebné
na explicitné vyjadrenie funkcie Φ.

Aplikáciou vz´ahu Φ(U) = 1 − Ψ(U) v rovnici, ktorá vznikne
deriváciou vz´ahu (5.21), dostaneme:

Ψ(0) =
λ

c

∞∫

0

(1− FX(u)) du =
λ

c
E(X) (5.22)

Na vyjadrenie Laplaceovej transformácie funkcie Φ potrebujeme
vyjadri´ deriváciu rovnice (5.21).

d

dU
Φ(U) =

λ

c
Φ(U)− λ

c

U∫

0

fX(x) Φ(U − x) dx (5.23)

Pod©a tretej vlastnosti Laplaceovej transformácie, teda pod©a
vz´ahu (5.18), vyjadríme ©avú stranu rovnice (5.23) a dostaneme:

∞∫

0

e−zU

(
d

dU
Φ(U)

)
dU = z LΦ(z)− Φ(0) (5.24)

Na základe lineárnosti Laplaceovej transformácie (5.18) a apli-
káciou vz´ahu (5.19) na druhý £len na pravej strane rovnice (5.23)
môºeme písa´:

z LΦ(z)− Φ(0) =
λ

c
LΦ(z)− λ

c
LΦ(z) LfX

(z) (5.25)

Laplaceovu transformáciu funkcie Φ môºeme teda vyjadri´ v tvare:

LΦ(z) =
c Φ(0)

cz − λ (1− LfX
(z))

, kde Φ(0) = 1− λ

c
E(X) (5.26)
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Odhad pravdepodobnosti zruinovania dostaneme invertovaním
Laplaceovej trasformácie uvedenej v (5.26), na £o je pre konkrétne
rozdelenia £asto potrebné pouºi´ ur£ité numerické metódy, av²ak
takto získaný odhad je presnej²í ako odhad získaný pomocou Lund-
bergovej nerovnosti.

Aplikujeme teraz tento postup pre jedno z rozdelení s ´aºkými
chvostami, a to Paretovo rozdelenie, presnej²ie jeho americkú verziu.

Na vyjadrenie Laplaceovej transformácie pravdepodobnosti zru-
inovania Φ(U) potrebujeme Laplaceovu trasformáciu hustoty roz-
delenia vý²ky poistných plnení, ke¤ºe fX(x) zodpovedá v tomto
prípade práve hustote amerického Paretovho rozdelenia, ktorá je de-
�novaná v de�nícii 3.5. Takºe v tomto prípade bude ma´ Laplaceova
transformácia nasledovný tvar:

LfX
(z) =

∞∫

0

e−zx fX(x) dx =

∞∫

0

e−zx αbα

(b + x)α+1 dx =

= α bα

∞∫

0

e−zx

(b + x)α+1 dx = α bα ebz zα Γ(−α, bz), (5.27)

kde Γ(−α, bz) je horná neúplná gama funkcia de�novaná vz´a-
hom:

∞∫
bz

y−α−1 e−y dy.

Ke¤ºe tento vz´ah je zna£ne komplikovaný, nie je moºné nájs´
explicitné rie²enie inverzie Laplaceovej transformácie, je potrebné
pouºi´ nejakú spomedzi známych numerických metód.

Výsledky pre konkrétne hodnoty po£iato£ného rezervného fondu
U a pre hodnoty parametrov α = 2, b = 1, λ = 1, c = 1, 1 sú uve-
dené v nasledujúcej tabu©ke 5.1.

Tieto výsledky pochádzajú zo zdrojov [3], [9] a [16].

Môºeme teda vidie´, ºe výsledky v prípade pouºitých dvoch me-
tód sú takmer rovnaké a zhodujú sa s prirodzenými o£akávaniami.
Teda pri nízkej hodnote po£iato£ného rezervného fondu je pravdepo-
dobnos´ zruinovania vysoká a postupne so zvä£²ujúcou sa hodnotou
po£iato£ného rezervného fondu sa táto pravdepodobnos´ zniºuje.
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U Ψ(U)1 Ψ(U)2

0 0,90909 0,90909
2 0,81023 0,81023
4 0,74976 0,74976
10 0,62713 0,62713
20 0,49814 0,49814
30 0,41144 0,41144
40 0,34789 0,34789
50 0,29916 0, 29916
100 0,16486 0,16486
500 0,02512 0,02512
1000 0,01134 0,01135

Tabu©ka 5.1: Pravdepodobnos´ zruinovania pre Paretovo rozdelenie

Podobne by sme mohli vyjadri´ pravdepodobnos´ zruinovania v
závislosti od po£iato£ného rezervného fondu pre iné hodnoty para-
metrov, prípadne iné rozdelenia, av²ak výpo£tová £as´ v takýchto
prípadoch je uº zna£ne náro£ná a bez pouºitia softvéru to nie je
moºné.
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Kapitola 6

Postup pri modelovaní vý²ky
poistných plnení

V predchádzajúcich kapitolách sme uviedli teoretické poznatky z
oblasti teórie pravdepodobnosti a matematickej ²tatistiky, ktoré sú
základom pre modelovanie skuto£ných dát £i uº v oblasti neºivot-
ného poistenia alebo aj v iných oblastiach.

Táto kapitola je venovaná samotnému postupu, ako je moºné
vý²ku poistných plnení modelova´. Najprv je uvedený v²eobecný
postup a v ¤al²ej kapitole je praktická ukáºka, ako je moºné usku-
to£ni´ analýzu reálnych dát, ako postupova´ pri h©adaní najvhod-
nej²ieho rozdelenia na modelovanie vý²ky poistných plnení. �erpali
sme hlavne z [8] a [12].

Vo v²eobecnosti proces vo©by pravdepodobnostného rozdelenia
pozostáva z troch krokov:

• výber rozdelenia pravdepodobnosti,
• odhad príslu²ných parametrov rozdelenia,
• otestovanie zhody zvoleného rozdelenia s dátami.

6.1 Prvotná vo©ba rozdelenia
Na to, aby sme si zvolili rozdelenie, ktoré môºe by´ pre na²e dáta
vhodné, je potrebné najprv si vytvori´ ur£itú predstavu o dátach.

36



Na to sa naj£astej²ie pouºíva gra�cké znázornenie v podobe his-
togramu spolu so základnými popisnými charakteristikami, ako sú
stredná hodnota, disperzia, £i jednotlivé kvantily rozdelenia. My sa
budeme snaºi´ zisti´, £i je vhodné pre vý²ku poistných plnení za
ur£ité obdobie pouºi´ niektoré z rozdelení s ´aºkými chvostami.

6.2 Metódy odhadu parametrov
Po zvolení ur£itého rozdelenia je v druhej fáze potrebné ur£i´ hod-
notu parametra, prípadne viacerých parametrov, od ktorých závisí
zvolené rozdelenie. My v²ak máme k dispozícii iba ur£itý výberový
súbor poistných plnení, preto je moºné nájs´ iba odhady parametrov
rozdelení. Medzi základné typy patria bodové odhady a intervalové
odhady, my sa budeme venova´ prvej skupine, ktorá je v na²om prí-
pade vhodnej²ia a posta£ujúca. Presné de�nície i vlastnosti týchto
typov odhadov je moºné nájs´ v [8].

6.2.1 Metóda maximálnej vierohodnosti
V oblasti teórie odhadov je známych viacero metód pouºívaných
na odhad parametrov. Metóda maximálnej vierohodnosti je spome-
dzi nich najznámej²ia, má ²iroké moºnosti pouºitia a jej výsledky
majú dobré vlastnosti v porovnaní s inými metódami, v ur£itom
zmysle môºeme takto získané odhady povaºova´ za asymptoticky
optimálne. Táto metóda je zaloºená na funkcii vierohodnosti, ktorá
je de�novaná pomocou hustoty daného rozdelenia.

De�nícia 6.1. Nech (X1, X2, . . . Xn)′ je náhodný výber z rozdelenia
s hustotou f(x, θ), kde θ je neznámy jednorozmerný parameter z Θ

a nech (x1, x2, . . . xn)′ je jeho realizácia. Funkcia vierohodnosti je
de�novaná vz´ahom:

L(x, θ) = L(x1, x2, . . . , xn, θ) =
n∏

i=1

f(xi, θ) (6.1)

Ak existuje taký bod θ̂ z parametrického priestoru Θ, ºe pre
v²etky θ ∈ Θ platí:
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L(x, θ) ≤ L(x, θ̂), (6.2)

potom θ̂ sa nazýva maximálne vierohodný odhad parametra θ.
V prípade, ºe je potrebné odhadova´ viacrozmerný parameter, je

takisto moºné pouºi´ túto metódu a jej bliº²ie vysvetlenie je moºné
nájs´ napríklad v [8].

6.2.2 Metóda momentov
V prípade niektorých rozdelení (napríklad Paretovho rozdelenia) je
vy£íslenie maximálne vierohodných odhadov parametrov numericky
náro£né a je výhodnej²ie pouºi´ druhú metódu, metódu momentov.

Táto metóda je jednou z najstar²ích a je pomerne jednoduchá.
Jej princíp spo£íva v tom, ºe charakteristiky základného súboru sa
nahradia zodpovedajúcimi výberovými charakteristikami.

De�nícia 6.2. Nech (X1, X2, . . . Xn)′ je náhodný výber z rozdele-
nia, ktoré závisí od r neznámych parametrov θ = (θ1, θ2, . . . , θr)

′,
r ≥ 1. Nech pre kaºdý parameter θ ∈ Θ existujú za£iato£né mo-
menty mk(θ) = E(Xk

i ) pre k = 1, 2, . . . , r. Nech výberové za£iato£né
momenty sú de�nované vz´ahom:

m′
k =

1

n

n∑
i=1

Xk
i , pre k = 1, 2, . . . (6.3)

Odhady parametrov θ1, θ2, . . . , θr metódou momentov sú de�no-
vané ako rie²enia rovníc:

mk(θ̂) = m′
k pre k = 1, 2, . . . r. (6.4)

V prípade, ºe prvých r rovníc nie je posta£ujúcich na jednozna£né
ur£enie odhadov, je moºné prida´ ¤al²ie rovnice, av²ak iba ak exis-
tujú príslu²né momenty mk(θ).
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Odhady získané touto metódou vo v²eobecnosti nemajú dobré
vlastnosti, preto sa £asto pouºívajú len ako po£iato£né aproximácie.
Navy²e v prípade, ºe potrebujeme odhadnú´ parametre rozdelenia,
ktoré nemá kone£né momenty, túto metódu nemôºeme pouºi´ vôbec.

6.2.3 Metóda kvantilov
V niektorých situáciách je numericky ve©mi zloºité pouºitie aj me-
tódy maximálnej vierohodnosti aj metódy momentov (ako napríklad
v prípade Weibullovho rozdelenia) a vtedy je výhodné pouºi´ tretiu
metódu, metódu kvantilov.

Princíp tejto metódy je zaloºený na nahradení kvantilov, resp.
percentilov príslu²nými charakteristikami z výberového súboru.

De�nícia 6.3. Nech (X1, X2, . . . Xn)′ je náhodný výber z rozdelenia
s distribu£nou funkciou F (x, θ) s neznámym vektorom parametrov
θ ∈ Θ. Odhady parametrov metódou kvantilov nájdeme rie²ením
rovníc:

F (qk) =
k

100
pre k = 1, 2, . . . , r, (6.5)

kde qk sú kvantily ur£ené vo výberovom súbore a r je po£et pa-
rametrov, ktoré odhadujeme.

Ak teda potrebujeme odhadnú´ napríklad r neznámych paramet-
rov, potrebujeme ur£i´ r kvantilov z výberového súboru a na základe
nich potom rie²i´ sústavu r rovníc. V praxi sa na odhad jedného pa-
rametra pouºíva naj£astej²ie medián, na odhad dvoch parametrov
dolný a horný kvartil (q25, q75) a podobne.

Ako sme na za£iatku tejto £asti uviedli, pre v²etky parametre
rozdelení s ´aºkými chvostami, ktoré sa pouºívajú na odhadovanie
vý²ky poistných plnení v neºivotnom poistení, je najlep²ie pouºi´
metódu maximálnej vierohodnosti a na eliminovanie prípadných nu-
merických problémov je výhodné pouºi´ dostupný softvér. Preto aj
my pri analýze konkrétnych dát pouºijeme túto metódu.

Samozrejme, je moºné pouºi´ aj iné metódy odhadov, prípadne
ich kombinova´, £ím môºeme získa´ e²te presnej²ie výsledky. Naprí-
klad metóda zaloºená na Johnsonovom skóre je vhodná na odhado-
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vanie parametrov niektorých rozdelení s ´aºkými chvostami. Bliº²ie
je vysvetlená napríklad v [17], ¤al²ia z metód je opísaná v [7].

6.3 Testy na overenie rozdelenia
V poslednej fáze je potrebné overi´, £i zvolené rozdelenie s odhad-
nutými parametrami dostato£ne dobre popisuje na²e dáta alebo ho
nemôºeme povaºova´ za dobrý model. Potrebujeme teda pouºi´ testy
ur£ené na testovanie zhody empirických rozdelení s teoretickými roz-
deleniami. Medzi najznámej²ie patrí Pearsonov χ2- test dobrej zhody
a Kolmogorovov - Smirnovov neparametrický test.

6.3.1 Pearsonov χ2- test dobrej zhody
Tento test vo v²eobecnosti slúºi na overenie zhody empirického roz-
delenie, £iºe rozdelenia po£etností výberových údajov, s predpokla-
daným teoretickým rozdelením pravdepodobnosti s hustotou f(x, θ),
kde θ je vektor parametrov, ktoré sú zvy£ajne odhadnuté z výbero-
vého súboru. Je teda jasné, ºe tento test je ve©mi vhodný v na²ej
situácii.

De�nícia 6.4. Nech x1, x2, . . . xn je postupnos´ realizácií náhod-
ného výberu zo základného súboru. Ak ich roztriedime do k skupín
s príslu²nými empirickými po£etnos´ami O1, O2, . . . Ok a teoretic-
kými po£etnos´ami Ei, potom testovacia ²tatistika pre test nulovej
hypotézy H0, ºe náhodná premenná X má rozdelenie s hustotou
f(x, θ) má tvar:

χ2 =
k∑

i=1

(Oi − Ei)
2

Ei

, (6.6)

pri£om Ei = npi, kde n je rozsah výberového súboru a pi je
pravdepodobnos´ hodnoty xi diskrétnej náhodnej premennej, resp.
pravdepodobnos´ intervalu hodnôt x ∈ (xi−1, xi〉 spojitej náhodnej
premennej.
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Pre teoretické po£etnosti Ei poºadujeme, aby platilo Ei ≥ 5 pre
kaºdé i = 1, 2, . . . , k. V prípade, ºe niektorá skupina túto podmienku
nesp¨¬a, zlú£ime ju s druhou a upravíme príslu²nú pravdepodobnos´.

Takto de�novaná testovacia ²tatistika má za platnosti nulovej
hypotézy asymptoticky pre n → ∞ χ2 - rozdelenie s (k − 1 − p)
stup¬ami vo©nosti, kde p je po£et odhadnutých parametrov testova-
ného teoretického rozdelenia.

Kritická oblas´ (teda oblas´ zamietnutia nulovej hypotézy) pre
test nulovej hypotézy na hladine významnosti α s (k − 1− p) stup-
¬ami vo©nosti je ur£ená nerovnos´ou χ2 > χ2(k − 1 − p, α), kde
χ2(k − 1− p, α) je kvantil χ2 - rozdelenia.

Ako uº bolo spomenuté, takto de�novaná testovacia ²tatistika má
len asympoticky χ2 - rozdelenie, teda je vhodné tento test pouºíva´
len pri dostato£ne ve©kom rozsahu výberového súboru. V prípade,
ºe tento predpoklad nie je splnený, môºeme pouºi´ nasledujúci test.

6.3.2 Kolmogorovov - Smirnovov neparametrický test
Tento test je takisto testom dobrej zhody a je zaloºený na porovná-
vaní hodnôt empirickej a teoretickej distribu£nej funkcie. Na rozdiel
od predchádzajúceho testu, ktorý pouºíval triedené údaje, tento test
pouºíva údaje netriedené, ale usporiadané vzostupne pod©a ve©kosti.

De�nícia 6.5. Nech x1, x2, . . . xn je postupnos´ realizácií náhod-
ného výberu zo základného súboru so spojitým rozdelením s distri-
bu£nou funkciou F (x) a nech x(1) ≤ x(2) ≤ . . . ≤ x(n) je ich usporia-
danie pod©a ve©kosti. Empirická distribu£ná funkcia pre usporiadaný
náhodný výber má tvar:

Fn(x) =





0 ak x ≤ x(1)

k
n ak x(k) < x ≤ x(k+1), k = 1, 2, . . . , n− 1

1 ak x ≥ x(n)

(6.7)
Testovacia ²tatistika pre test nulovej hypotézy H0, ºe náhodná
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premenná X má rozdelenie s distribu£nou funkciou F (x) má tvar:

Dn = sup
x
|Fn(x)− F (x)|, (6.8)

teda testovacia ²tatistika je maximálnou absolútnou odchýlkou
medzi empirickou a teoretickou distribu£nou funkciou.

Ke¤ºe pod©a predpokladu je distribu£ná funkcia F (x) spojitá,
existuje rozdelenie ²tatistiky Dn, ktoré nezávisí od F (x). Ako kri-
tické hodnoty testu nulovej hypotézy sa pouºívajú kvantily tohto
rozdelenia a tieto hodnoty sú tabelované. Ak rozsah výberu je do-
stato£ne ve©ký (n > 100), môºeme vyuºi´ asymptotické rozdelenie
a kritické hodnoty nahradi´ pribliºnými na základe vz´ahov:

Dn,α=0,05 =
1, 3581√

n
Dn,α=0,01 =

1, 6275√
n

(6.9)

Kritická oblas´ (teda oblas´ zamietnutia nulovej hypotézy) pre
test nulovej hypotézy na hladine významnosti α je ur£ená nerovnos-
´ou Dn > Dn,α.

Ak nám rozsah výberu umoº¬uje pouºi´ ktorýko©vek z týchto
dvoch testov, Kolmogorovov - Smirnovov test má vy²²iu silu testu,
£iºe je vä£²ia pravdepodobnos´ zamietnutia nulovej hypotézy, ak
táto neplatí. Preto my v praktickej £asti pouºijeme práve tento test
na overenie výsledkov.

Kolmogorovov - Smirnovov test je univerzálny test, ktorý môºeme
pouºi´ pre v²etky rozdelenia. Ak by sme v²ak testovali zhodu len s
konkrétnym rozdelením, je moºné pouºi´ aj iné, ²peci�ckej²ie testy.
Napríklad v prípade lognormálneho rozdelenia je známy Shapirov -
Wilkov test, v prípade Paretovho rozdelenia je alternatívou presný
test pomerom vierohodnosti (z anglického exact likelihood ratio test)
uvedený v [17]. Okrem toho kaºdý softvér poskytuje iné moºnosti
testovania, takºe je moºné sa v praxi stretnú´ aj s rôznymi ¤al²ími
testami.
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Kapitola 7

Modelovanie vý²ky poistných
plnení reálnych dát

Teoretické poznatky popísané v predchádzajúcich kapitolách spolu
s postupom uvedeným v ²iestej kapitole sú dostato£ným základom
na to, aby sme mohli uskuto£ni´ analýzu konkrétnych dát. Tá nám
poskytne názornej²iu intepretáciu celého priebehu analýzy a takisto
aj výsledkov a záverov, ktoré z nej vyplývajú.

Získa´ skuto£né informácie o vý²ke poistných plnení jednej zo
slovenských komer£ných pois´ovní nebolo jednoduché a pre zachova-
nie obchodného tajomstva nebudeme uvádza´ presný zdroj, môºeme
v²ak zaru£i´, ºe pouºité dáta sú naozaj skuto£né.

Oblas´ neºivotného poistenia je ²iroká, ako je uvedené v Zá-
kone o pois´ovníctve [20] spadá sem poistenie úrazu, poistenie cho-
roby, rôzne typy poistenia ²kôd £i zodpovednosti za ²kodu, poistenie
úveru, kaucie, rôznych �nan£ných strát, poistenie právnej ochrany
a ¤al²ie. Je prirodzené o£akáva´, ºe nie vo v²etkých týchto oblas-
tiach je rozdelenie vý²ky poistných plnení charakteristické rovna-
kými vlastnos´ami, a teda na modelovanie týchto plnení nie je vºdy
najvhodnej²ie pouºi´ rozdelenia s ´aºkými chvostami, ktorým sa v
tejto práci venujeme.

Portfólio, ktoré sme mali k dispozícii, zah¯¬alo oblas´ cestovného
poistenia a poistenia majetku, pri£om poistné plnenia boli identi�-
kované typom produktu, resp. typom rizika, ktoré zodpovedalo prí-
slu²nému plneniu. Na zabezpe£enie dostato£ného po£tu poistných
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plnení sme pouºili obdobie od roku 2001 do roku 2007 v prípade
cestovného poistenia a do roku 2008 v prípade poistenia majetku.

Podrobne v tejto £asti uvedieme analýzu jedného produktu, kon-
krétne jedného typu poistenia domácností, ¤al²ie výsledky iných
produktov a rizík uº len zhrnieme stru£ne, ke¤ºe postup pri ich zis-
´ovaní bol podobný.

V nasledujúcej tabu©ke 7.1 sú uvedené poistné plnenia poistenia
domácností v slovenských korunách, na ktorých uskuto£níme ana-
lýzu.

850 867 890 900 1270 1275 1351 1356 1385 1390
1498 1503 1546 1551 1565 1570 1600 1635 1640 1671
1676 2022 2375 2675 2684 3175 3523 3531 4068 4168
4200 4456 4527 4532 5006 5065 5481 6045 6494 7003
7010 7245 7252 7477 7484 8737 8744 9197 9204 9708
12027 12034 16370 16370 16375 16377 16377 16382 17605 17610
25318 25323 38250 38524 39792 48588 51529 54327 62448

Tabu©ka 7.1: Vý²ky poistného plnenia

7.1 Prvotná vo©ba rozdelenia
V súlade s postupom z kapitoly ²es´ si potrebujeme najprv vytvori´
ur£itú predstavu o dátach, na £o pouºijeme gra�cké znázornenie v
podobe histogramu. Zárove¬ sme do tohto grafu nakreslili krivky
hustoty jedného z rozdelení s ©ahkými chvostami (gama rozdelenie)
a jedného z rozdelení s ´aºkými chvostami (log-gama rozdelenie),
aby sme zistili, ktorá z týchto dvoch skupín sa zdá vhodnej²ia. Graf
je znázornený na obrázku 7.1.

Môºeme teda vidie´, ºe log-gama rozdelenie lep²ie popisuje dáta,
a preto pouºijeme na modelovanie triedu rozdelení s ´aºkými chvos-
tami, konkrétne spomínané log-gama rozdelenie, obe verzie Pare-
tovho rozdelenia, Weibullovo rozdelenie a lognormálne rozdelenie.
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Obr. 7.1: Histogram s krivkou hustoty gama a log-gama rozdelenia

7.2 Odhad parametrov
Nasledujúci krok pozostáva z odhadnutia parametrov jednotlivých
rozdelení. Ako sme pri charakterizovaní známych metód uviedli,
najpresnej²ie odhady poskytuje metóda maximálnej vierohodnosti,
av²ak v prípade niektorých rozdelení je potrebné pouºi´ itera£né
metódy na získanie výsledku. V takom prípade sme ako po£iato£ný
odhad pouºili odhad získaný metódou momentov. Odhady paramet-
rov sú uvedené v nasledovnej tabu©ke 7.2.

Ke¤ºe pri odhadovaní parametrov je £asto ve©mi náro£né vyjadri´
explicitné rie²enie, je potrebné pouºi´ nejaký softvér, a preto zvolenie
metódy na odhadovanie môºe by´ podmienené moºnos´ami daného
softvéru. My sme pouºili ²tatistický program R [6] a program na
odhadovanie EasyFitXL [10].

7.3 Testy rozdelení
Závere£ným krokom je otestovanie zhody teoretických rozdelení s
empirickým, na £o pouºijeme vo v²etkých prípadoch Kolmogorovov
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Rozdelenie Odhady parametrov
log-gama α̂=51,967 ; β̂=6,0639

lognormálne σ̂=1,1802 ; µ̂=8,5701
európske Paretovo α̂=0,548 ; β̂=850
americké Paretovo α̂=2,6367 ; β̂=18152

Weibullovo k̂=0,96238 ; λ̂=9042,3

Tabu©ka 7.2: Odhady parametrov

- Smirnovov test, ke¤ºe tento test má vä£²iu silu ako Pearsonov
χ2- test dobrej zhody a navy²e rozsah ná²ho výberu nie je nato©ko
ve©ký, aby testovacia ²tatistika pri Pearsonovom χ2- teste dobrej
zhody mala χ2 - rozdelenie.

Výsledky pre hladinu významnosti α = 0, 05 sú zhrnuté v ta-
bu©ke 7.3.

Rozdelenie Hodnota testovacej ²tatistiky Kritická hodnota
log-gama 0,13676 0,16088

lognormálne 0,13856 0,16088
európske Paretovo 0,17019 0,16088
americké Paretovo 0,11367 0,16088

Weibullovo 0,12514 0,16088

Tabu©ka 7.3: Kolmogorovov - Smirnovov test

Ako je v teoretickej £asti uvedené, pri tomto teste je oblas´ou za-
mietnutia nulovej hypotézy, ºe dáta pochádzajú z testovaného roz-
delenia oblas´, kde hodnota testovacej ²tatistiky prevy²uje kritickú
hodnotu.

Na základe výsledkov uvedených v tabu©ke 7.3 vidíme, ºe okrem
európskeho Paretovho rozdelenia ºiadne iné rozdelenie túto pod-
mienku nesp¨¬a, teda pri týchto rozdeleniach nulovú hypotézu ne-
zamietame. Najvä£²í rozdiel medzi hodnotou testovacej ²tatistiky a
kritickou hodnotou testu je v prípade amerického Paretovho rozde-
lenia.
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7.4 Interpretácia výsledkov
Na základe výsledkov môºeme skon²tatova´, ºe spomedzi testova-
ných rozdelení s ´aºkými chvostami americké Paretovo rozdelenie je
najvhodnej²ie na modelovanie na²ich dát, aj ke¤ aj ¤al²ie rozdelenie
tieto poistné plnenie popisujú celkom dobre. Na záver e²te pripájame
dva obrázky - histogram dát spolu s krivkami hustôt v²etkých testo-
vaných rozdelení (obrázok 7.2) a histogram dát spolu s krivkou najv-
hodnej²ieho, teda amerického Paretovho rozdelenia (obrázok 7.3).

Obr. 7.2: Histogram s krivkami hustôt rozdelení s ´aºkými chvostami

�al²iu analýzu konkrétnych dát je moºné nájs´ v [11], kde je pou-
ºitý systém postupného testovania rozdelení, teda neuvaºujeme celú
triedu rozdelení, ale len jedno konkrétne a v prípade, ºe sa neukáºe
ako dostato£ne vhodné, zvolíme ¤al²ie a postup opakujeme.

V rámci tejto práce sme sa nevenovali len produktu poistenia do-
mácností, ale analyzovali sme v²etky poistné plnenia, ktoré sme mali
k dispozícii. Presnej²ie to znamenalo v oblasti cestovného poistenia
viac ako 63 000 poistných plnení rozdelených do 28 skupín pod©a
rizika a takmer 12 000 poistných plnení v oblasti poistenia majetku
rozdelených do 26 skupín pod©a produktu, resp. do 23 skupín pod©a
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Obr. 7.3: Histogram s krivkou hustoty amerického Paretovho rozdelenia

rizika.

Ke¤ºe postup h©adania najvhodnej²ieho modelu bol podobný ako
v prípade poistenia domácností, uº ho bliº²ie popisova´ nebudeme
a ke¤ºe rozsah jednotlivých vý²ok poistných plnení je ve©mi ve©ký,
nebudeme ich pre ¤al²ie produkty a riziká uvádza´.

Pri tejto komplexnej analýze produktov a rizík cestovného po-
istenia a poistenia majetku sa ako vhodné typy rozdelenia ukázali
rozdelenia s ´aºkými chvostami v nasledovných prípadoch:

Poistenie majetku
• poistenie zariadení a zásob,
• poistenie elektroniky (rôzne typy),
• poistenie motorových vozidiel pre ob£anov,
• poistenie motorových vozidiel krátkodobo v zahrani£í,
• poistenie strojov,
• stavebno - montáºne poistenie,
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• poistenie rodinných domov a bytov (rôzne typy),
• poistenie bytových domov,
• poistenie domácností (rôzne typy).

Cestovné poistenie
• poistenie trvalých následkov úrazu,
• poistenie lie£ebných nákladov na Slovensku,
• poistenie nedodania batoºiny leteckou spolo£nos´ou,
• poistenie storna zájazdu,
• poistenie zodpovednosti za ²kodu,
• poistenie storna objednanej sluºby,
• poistenie batoºiny.

Môºeme teda vidie´, ºe trieda rozdelení s ´aºkými chvostami sa
v poistnej sfére ve©mi £asto a v rôznych konkrétnych situáciách dá
pouºi´ na modelovanie dát. V priebehu analýzy výsledky ukázali, ºe
v uvedených prípadoch bola táto trieda rozdelení ove©a presnej²ia
ako napríklad trieda rozdelení s ©ahkými chvostami.
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Záver

V tejto práci sme sa venovali výskytu poistných plnení z poh©adu
po£tu poistných plnení a hlavne z poh©adu vý²ky poistných plnení.
Uviedli sme de�nície i základné vlastnosti rozdelení, ktoré sa v sú-
£asnosti naj£astej²ie pouºívajú v oboch prípadoch a ¤alej sme sa
bliº²ie zamerali na rozdelenia s ´aºkými chvostami, ktoré sa ukazujú
ako najvhodnej²ie pre rozdelenia vý²ky poistných plnení, ke¤ºe v
ich podstate je zahrnutá aj pravdepodobnos´ extrémne vysokých
hodnôt.

Samostatná £as´ bola venovaná úvodu do teórie ruinovania, kde
sme zosumarizovali základné pojmy a následne sa venovali aplikácii
pre konkrétny náhodný proces, a to zloºený Poissonov proces. Ke¤ºe
aj v tomto prípade rozhodujúcu úlohu zohráva rozdelenie vý²ky po-
istných plnení, uviedli sme v²eobecný postup, ako je moºné aproxi-
mova´ pravdepodobnos´ zruinovania. Opísali sme tieº metódu Lap-
laceovej transformácie, ktorá je £asto vhodná na rie²enie integrálno
- diferenciálneho problému, ktorý pri aproximácii vzniká. Tento po-
stup bol aplikovaný pre Paretovo rozdelenie a boli uvedené výsledky
pre konkrétne hodnoty parametrov.

�iesta kapitola poskytuje v²eobecný postup modelovania pravde-
podobnostnými rozdeleniami s uvedením základných metód odha-
dovania parametrov a dvoch testov pouºívaných pri overovaní zhody
teoretického rozdelenia s empirickým.

Posledná kapitola vyuºíva obsah v²etkých predchádzajúcich a ob-
sahuje aplikáciu na konkrétne poistné plnenia. Detailne je uvedený
prípad poistenia domácností, v ktorom sa ako najvhodnej²ie uká-
zalo americké Paretovo rozdelenie, av²ak dobré boli takisto ¤al²ie
z rozdelení s ´aºkými chvostami. Okrem toho sme stru£ne zhrnuli
výsledky pri testovaní iných produktov a rizík cestovného poiste-
nia a poistenia majetku, kde sa táto trieda rozdelení ukázala ako
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najvhodnej²ia v rozli£ných prípadoch. Pri analýze sme sa opierali o
teoretické poznatky a vyuºili sme tieº moºnosti dostupného softvéru,
konkrétne ²tatistického programu R a modelovacieho programu Ea-
syFitXL.

Môºeme teda skon²tatova´, ºe cie© práce bol splnený, £itate© by
na základe tejto práce mal zvládnu´ modelovanie poistných plnení a
vhodne pouºi´ triedu rozdelení s ´aºkými chvostami. Tá ma samoz-
rejme vyuºitie nielen v oblasti neºivotného poistenia, ale aj v iných
sférach, napríklad pri dôchodkových a penzijných fondoch. Zárove¬
bolo snahou autora poskytnú´ aj alternatívne zdroje, kde je moºné
nájs´ ¤al²ie informácie a tie sú vºdy uvedené priamo v texte.
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